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I — Analyse de probléme, construction d’une solution et résultats :

I-1) Présentation du probleme :

Le vélo-partage (ou « Bike Sharing ») est un service offert par plus de 500 villes dans le monde,
telles que Montréal et Vancouver, visant a mettre a la disposition de ses citoyens des bicyclettes,
généralement a trés faible coiit. Ce service requérant 1’achat et I’entretien, d’un nombre
considérable de bicyclettes et d’installations, il va sans dire qu'une bonne analyse de la demande est
nécessaire afin d’offrir un service qui soit aussi optimisé que possible. Une approche trés efficace
dans ce type de situation est I’emploi de 1’apprentissage machine, qui permet d’analyser les données
recueillies par le passé afin d’estimer la demande future pour le service.

Dans le cadre de ce projet de session, c’est cette approche que notre équipe a employée afin de
développer un algorithme capable d’estimer le nombre total de locations a un moment donné, en
tenant compte des paramétres fournis, pour la ville de Washington, DC, aux Etats-Unis. Le
challenge Kaggle correspondant a ce travail peut étre consultés a 1’adresse suivante :

https://www.kaggle.com/c/bike-sharing-demand.


https://www.kaggle.com/c/bike-sharing-demand

I-2) Analyse des données et pré-traitement :

I-2-a) Prise de connaissance des données :

Avant de débuter le développement de 1’algorithme de traitement, il était impératif de prendre
connaissance du type de données fournies. Dans notre cas, cela consistait en deux fichiers au format
csv — « comma-separated values », ou, valeurs séparées par des virgules — contenant les données
d’entrainements (train.csv), et les données de tests (test.csv).

Les parametres en entrée de notre probléme étaient les suivants :

*

Datetime : I’horodatage de la donnée, au format année-mois-jour heure:minutes:secondes

Season : saison pendant laquelle la donnée a été récoltée, représentée par un chiffre (1 =
printemps, 2 = été, 3 = automne, 4 = hiver)

Holiday : valeur binaire indiquant si, oui ou non, la journée pendant laquelle la donnée a été
recueillie était une journée fériée.

WorkingDay : valeur binaire indiquant si, oui ou non, la journée pendant laquelle la donnée

a été recueillie était une journée de travail, c’est-a-dire ni un férié, ni une journée de fin de
semaine.

Weather : la météo au moment ou la donnée a été recueillie (1 = pas de pluie, pas ou
faiblement nuageux, 2 = faible pluie avec présence de quelques nuages, 3 = pluie/neige
modérée avec plusieurs nuages, 4 = forte pluie/neige ou tempéte, brouillard, orages et ciel
completement couvert par les nuages).

Temp : la température, en degrés Celsius, a ce moment.

Atemp : la température ressentie a ce moment, en degrés Celsius.

Humidity : I’humidité relative, en pourcentage, au moment ou la donnée a été recueillie.

Windspeed : la vitesse du vent, en km/h.

Casual (pour ’ensemble d’entrainement uniquement) : le nombre de locations effectuées

par des utilisateurs qui ne sont pas enregistrés dans le systeme de locations.

Registered (pour I’ensemble d’entrainement uniquement) : le nombre de locations

effectuées par des utilisateurs enregistrés dans le systéme.

Count (pour I’ensemble d’entrainement uniquement) : le nombre total de locations
effectuées a ce moment ; cela représente la somme de Casual et Registered.




I-2-b) Représentation des données et pré-traitement :

Suite a la prise de connaissance des données fournies afin de résoudre le probleme, nous avons fait
une analyse préliminaire de ces dernieres afin de déterminer s’il était possible, par exemple, de
réduire le bruit, de trouver des données manquantes ou encore d’appliquer un pré-traitement
permettant de générer un modele plus précis.

Nous avons ainsi commencé par traduire Datetime (sous forme de timestamp) en différents attributs
tels que ’année, le mois, le jour dans le mois et le jour dans la semaine afin de pouvoir exploiter
I’information, inaccessible auparavant.

Nous avons ensuite généré divers graphiques (heatmaps, diagrammes a moustache, graphes de
valeurs moyennes/médianes selon plusieurs parametres) et procédé a une analyse de corrélations
afin de déterminer les parameétres que nous estimions dispensables a notre modele.

Correélation du nombre de locations par les Correélation du nombre de locations par les
utilisateurs « casual » avec les autres variables utilisateurs « enregistrés » avec les autres
variables
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C’est ’analyse de tels graphiques qui nous a permis d’émettre nos hypotheses. Tout d’abord,
concernant le fait d’établir deux modeéles différents : 1’un pour les casuals, I’autre pour les
registered. Ensuite, concernant la pertinence de certaines variables telles que Season, WorkingDay,
WindSpeed et Atemp ; les variables jugées redondantes ont été écartées pour notre modélisation.

I-3) Mise en place d’une démarche pour établir une solution :

I-3-a) Démarche de test suivie pour notre solution :

Le nombre de soumissions sur Kaggle étant limité et chaque entrée possédant un score indépendant,
il nous a été nécessaire développer un processus de sélection du modele — « Framework » — nous
permettant de comparer le résultat produit par chacune des versions de 1’algorithme. Ainsi, nous
pourrions de déterminer si un changement apporté a celui-ci possede un impact positif ou négatif
sur le résultat final, et ce avant de soumettre les réponses produites a Kaggle.

Les données d’entrailnement ne comptant que 11 000 entrées, nous avons décidé de charger
directement en mémoire les données a 1’aide de la librairie Pandas, puis d’appliquer la k-cross
validation sur 20% des données afin d’isoler un ensemble de test pour sélectionner 1’algorithme
générant les meilleurs résultats. Pour cela, nous avons choisi de mesurer I’erreur pour chaque
modele via I’erreur quadratique moyenne résultante de 200 itérations.

I-3-b) Choix des algorithmes pour chacun des types d’utilisateurs :

Pour les deux types d’utilisateurs, la méthode finale retenue découle de plusieurs itérations
essai/mesure de I’erreur tel que défini dans la partie I-3-a) Démarche de test suivie pour notre
solution ; nous ne décrivons toutefois que la derniere solution choisie pour chaque type
d’utilisateur (la justification de I’évolution du modele ayant déja été décrite en détails dans le
rapport précédent)

I-3-b-i) Utilisateurs Casual :

Pour les utilisateurs casual, nous avons choisi d’implémenter une régression linéaire suivant une loi
de répartition de Poisson ; c’est un modele relativement simple, peu cofiteux en temps CPU et assez
efficace pour ce type d’utilisateur puisque cela représentait le plus faible proportion de 1’erreur
totale de notre prédiction (soit environ 24 % de I’erreur quadratique totale).

1-3-b-i) Utilisateurs Registered:

Pour les utilisateurs registered, nous avons choisi d’implémenter une solution légerement plus
complexe et coliteuse en temps CPU, mais nécessaire puisque I’erreur totale était engendrée en
majorité par ces utilisateurs ; nous nous devions donc d’étre plus précis. C’est pourquoi nous avons
choisi d’implémenter une régresseur utilisant 1’algorithme Random Forest.



I-4) Implémentation, résultats :

Afin d’implémenter ces solutions, puisque nous développions en Python, nous avons choisi
d’utiliser les outils du package scikit-learn — c’est un puissant outil pour le data mining/machine
learning reconnu par la communauté des utilisateurs de Kaggle.

I-4-a) Premier résultat — implémentation naive :

Pour chacun des modeles, aprés avoir développé une solution correspondant a notre choix
d’algorithme, nous avons rendu notre résultat a Kaggle et obtenu le score de 0,561, soit une 2085
place. Sachant que nous visions a obtenir un score en dessous de 0.5, nous avons revu nos
algorithmes plus en détail afin d’étre plus performants.

I-4-b) Résultat final — (ré)-insertion de variables :

Afin d’améliorer notre score et donc notre classement, nous avons repris notre démarche a zéro en
revenant sur nos hypotheses concernant les variables mises a 1’écart lors de 1’analyse des données.
Nous avons procédé a une analyse de I’erreur quadratique moyenne en fonction des variables
utilisées dans nos deux algorithmes. Les résultats nous ont confortés dans le fait de revoir les
variables utilisées pour chaque type d’utilisateur — nous avons ainsi écarté Weekday et Season pour
les Casuals, Windspeed et Season pour les Registered.
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Enfin, nous avons passé du temps a déterminer au mieux nos parametres pour le Random Forest en
mesurant 1’impact, par exemple, de la profondeur maximale définie sur I’erreur obtenue sur
I’ensemble retenu par la K cross-validation.

Avec toutes ces attentions nous avons pu ameéliorer significativement notre score sur Kaggle,

passant & un score de 0,47404, soit une 1161°™ place. De cette maniére, nous avons donc rempli
avec succes notre objectif de passer sous le score de 0,5

I-5) Remarques sur le XGBoost Algorithm :

Lors des deux dernieres semaines de travail sur le projet, nous nous sommes intéressé a 1’algorithme
XGBoost pour prédire le nombre de locations pour les utilisateurs Registered. Il s’agit en effet d’un
régresseur par boost de gradient qui a été utilisé dans de nombreuses solutions gagnantes de
problemes Kaggle.

Cependant, nous nous sommes rencontré a une difficulté majeure : le tuning des parametres. En
effet, sans avoir une bonne connaissance de 1’outil nous avons rencontré de la difficulté a définir, a
I’aveugle, les nombreux parameétres : eta, max_depth, gamma, etc. Nous avons donc fait de notre
mieux en utilisant des valeurs usuelles pour XGBoost. Nous avons alors soumis notre résultat a
Kaggle mais malheureusement nous n’avons pas réussi a avoir un score en dessous de 0,54 — soit,
malgré tout, légerement mieux que le Random Forest avant la ré-insertion de variables.



I1 — Rétrospective sur les outils, la démarche et les choix réalisés:

II-1) Retour sur les outils choisis :

Dans le cadre de notre projet, nous avons eu a utiliser de nombreux outils souvent utilisés dans le
monde du data mining/machine learning. Le but de cette section est de les mettre en avant et de
voir ce que chacun d’entre eux a pu nous apporter.

II-1-a) Langage et librairies utilisées :

Comme précisé plus haut, notre projet a été totalement développé en Python ; nous avons donc eu
de nombreuses librairies a notre disposition pour nous aider, autant dans la lecture de données que
dans I’analyse et I’implémentation de nos algorithmes. Ainsi, nous avons pu utiliser la librairie
Pandas permettant de manipuler aisément les fichiers csv fournis pour la compétition. La librairie
mathlib nous a quant a elle permis de générer facilement I’ensemble des graphiques que nous
avons utilisés dans notre analyse de données. Enfin, les fonctions de scikit-learn nous ont fait
gagner beaucoup de temps puisque de nombreux algorithmes d’apprentissage y étaient déja
implémentés, notamment Random Forest et la régression linéaire.
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II-1-c) Autres outils non utilisés :

Dés le début du projet, nous avions également identifié d’autres outils qui auraient pu nous servir
mais que nous avons choisi d’écarter par peur de manque de temps pour maitriser 1’outil. Nous
pensons notamment a la librairie TensorFlow qui permet 1’analyse des données en utilisant
I’approche par réseaux de neurones. En effet, méme si cette approche est extrémement puissante,
elle est également complexe et il est fort probable que nous ne soyons pas parvenus a générer un
résultat supérieur a celui obtenu avec les outils actuels par simple manque de maitrise de 1’outil.



I1-2) Décisions pertinentes et maladresses :

II-2-a) Remise en cause du pré-traitement :

En prenant en considération a la fois les résultats obtenus et le déroulement du processus, nous
croyons que si le projet s’est généralement bien déroulé, le choix ayant eu le plus d’impact est celui
de remettre en question notre pré-traitement apres avoir identifié le régresseur par Random Forest.
Si le pré-traitement des données est une étape capitale au succes du développement de 1’algorithme,
nous jugeons que celui-ci devrait étre ré-évalué au fur et a mesure que 1’algorithme évolue afin de
s’assurer que les données manipulées permettent un rendement optimal plutét que d’exécuter cette
étape une seule fois en début de projet et d’assumer que le résultat obtenu est valide dans toutes les
circonstances. Nous avions en effet assumé, a tort, que corrélation était synonyme de causalité,
ce qui n’est pas le cas ; la meilleur solution pour choisir nos variables a été de s’appuyer sur une
analyse de la valeur de notre fonction de mesure de 1’erreur.

I1-2-b) Définir un modele par type d’utilisateur :

Sans aucun doute, I’une des décisions les plus pertinentes que nous ayons pris a été de définir deux
algorithmes de prédictions différents pour les utilisateurs casuals et registered ; le temps passé a
analyser la répartition du nombre de locations par type d’utilisateur nous a permis de créer
un modeéle pertinent.

Nous avons eu a ce propos la curiosité d’explorer la démarche mise en place par le second de la
compétition et il s’avere que, dans cette solution, les deux types d’utilisateurs avaient été séparés
en deux modeles comme nous I’avons fait : https://github.com/logicalguess/kaggle-bike-sharing-
demand.

I1-3) Si on devait recommencer ?

Tout lecteur qui aurait acces a ce rapport prendrait probablement conscience du comportement a
adopter vis-a-vis d’un probleme Kaggle, riche de notre expérience : il ne faut pas se précipiter dans
I’analyse des données et considérer le développement de solution comme un processus itératif
prenant en compte la mesure de 1’erreur comme marqueur de progres.

Nous avons appris avec ce projet qu’il n’était pas aussi évident que cela de déterminer avec
certitude les variables les plus pertinentes dans un modele ; si nous devions recommencer le projet,
nous développerions probablement un processus de test exhaustif des variables du probléme et
I’intégrerions a la démarche de test définie en I-3-a) Démarche de test suivie pour notre solution.
De cette maniere, nous pourrions nous assurer, peu importe le modele choisi, que les variables
choisies sont celles qui vont donner les meilleurs résultats pour notre probleme.


https://github.com/logicalguess/kaggle-bike-sharing-demand
https://github.com/logicalguess/kaggle-bike-sharing-demand

III — Conclusion :

S’il est facile d’étre critique vis-a-vis du déroulement de 1’une ou I’autre des étapes du projet en
ayant les résultats en main, il est important de se rappeler que le processus de développement d’un
algorithme d’apprentissage machine est un processus itératif ; il ne peut généralement pas étre
complété sans commettre d’erreur. Méme si nous aurions pu éviter de passer du temps sur
I’optimisation de 1’algorithme avec la ré-insertion de valeurs écartées hativement, ou encore
considérer une répartition de Poisson pour la régression linéaire des début de projet, nous jugeons
que ces deux étapes ont tout de méme permis de faire avancer le processus de maniere globale, en
nous offrant des nouvelles pistes de réflexion. Il faut garder a 1’esprit que tout exercice d’analyse et
de traitement de données massives reste avant tout un sujet de recherche et donc qu’il faut
accepter et comprendre I’erreur pour avancer et améliorer ses résultats.



